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� Pour �nir, nous proposons de compléter les représentations tradition-
nelles basées sur la distribution moyenne des caractéristiques locales
� comme BOF ou les deux approches mentionnées précédemment �
avec un modèle des dépendances temporelles entre images : l'opérateur
d'auto-corrélation. Nous nous attaquons au problème de reconnaissance
d'actions en décrivant une vidéo comme une série temporelle de modèles
par image. Nous proposons un noyau pour comparer la dynamique tem-
porelle des actions (cf. Figure A.9). Les deux contributions détaillées
précédemment se concentrent sur la structure globale des actions pour
organiser des ensembles de caractéristiques locales en représentations
structurées de haut niveau. Cette partie de notre travail explore une
voie di�érente pour utiliser l'information de structure : au lieu de com-
parer des représentations vidéo structurées, nous comparons des repré-
sentations de la structure des vidéos. Nos contributions principales sont
les suivantes. Tout d'abord, nous proposons un noyau théoriquement
bien fondé permettant de comparer la dynamique et la structure tem-
porelle des actions. Ce noyau s'appuie sur une distance entre opérateurs
d'auto-corrélation (DACO : Di�erence of Auto-Correlation Operators) :
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où �̂ (x )
� et �̂ (y )

� dénotent les opérateurs d'auto-corrélation des séries tem-
porelles f x t gt=1: T et f y t 0gt0=1: T 0. Ensuite, nous obtenons une formulation
pratique pour calculer DACO dans n'importe quel espace de représen-
tation dérivant d'un noyau de base entre images. Pour �nir, nous rap-
portons des résultats expérimentaux sur des bases de données récentes
de reconnaissance d'actions, montrant que DACO apporte une infor-
mation complémentaire aux distributions moyennes de caractéristiques
locales, comme utilisées dans les modèles de l'état de l'art basés sur
bag-of-features. Ce travail a été publié dans [Gaidon et al. 2011b].
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Fig. A.9: Combinaison entre bag-of-features non structuré (à gauche) et dé-
pendances temporelles (à droite) modélisées par des opérateurs
d'auto-corrélation dans le noyau DACO.
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A.4 Perspectives

Dans cette section, nous donnons des extensions possibles à notre travail,
suggérées par nos expériences et les récents progrès dans les domaines de la
vision par ordinateur et de l'apprentissage statistique.

Extensions de notre approche de localisation

Une première amélioration de notre modèle ASM et de notre approche
de localisation par image centrale glissante consiste à les adapter pour les
tâches de localisation spatio-temporelle, c'est-à-dire retourner une fenêtre
temporelle et une séquence de boîtes englobantes autour des acteurs réali-
sant l'action. Pour pouvoir localiser quand et où une action est réalisée, il
est possible d'appliquer l'approche de localisation temporelle utilisée pour
ASM à des trajectoires obtenues à l'aide de détecteurs d'humains et d'objets
pré-entrainés [Kläser et al. 2010a,b, Prest et al. 2011]. Alternativement, au
lieu de commencer par localiser indépendemment pour ensuite classi�er, il
est aussi possible modéliser conjointement la structure et l'apparence spatio-
temporelles, avec par exemple le modèle par parties déformable de Felzensz-
walb et al. [2010]. Cependant, l'une des principales di�cultés est de trouver
comment incorporer des aspects géométriques tout en maintenant la robus-
tesse de nos modèles aux conditions vidéos réalistes, notamment en présence
d'occlusions ou de grandes variations de points de vue. Les poselets [Bour-
dev and Malik 2009] constituent une approche intéressante pour gérer dans
des images statiques les challenges cités précédemment. Ces détecteurs pré-
entraînés de poses locales ont été appliqués avec succès à la reconnaissance
d'actions dans des images statiques [Maji et al. 2011]. En se basant sur ces
idées et sur notre travail sur les actoms, il est envisageable de concevoir des dé-
tecteurs de poses dynamiques locales emblématiques, qui contiendraient plus
d'information que juste le mouvement, comme par exemple la nature des ob-
jets ou des parties du corps en mouvement.

Les modèles ASM reposent sur un nombre �xe d'actoms par catégorie.
Cette limitation pourrait être levée a�n que notre approche s'étende aux mo-
dèles de séquence avec un nombre variable de parties. En e�et, il
semble nécessaire de permettre à des exemples d'action d'une même caté-
gorie d'avoir di�érents nombres d'actoms, pour pouvoir modéliser un large
éventail d'actions, en raison par exemple des occlusions temporelles, de la va-
riabilité intra-classe ou des di�érences entre les annotateurs sur la manière
de décomposer une action. Il est possible de comparer des séquences avec
di�érents nombres d'actoms tout en préservant l'ordre temporel en se ba-
sant sur des stratégies de programamtion dynamique, comme par exemple en
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adaptant les noyaux sur chaînes de caractères au calcul d'une �distance d'édi-
tion d'actom� ou avec le Global Alignment Kernel [Cuturi et al. 2007]. Une
autre piste potentielle consiste à utiliser le noyau Fisher [Jaakkola and Hauss-
ler 1999] associé à un modèle génératif séquentiel, comme un HMM, dans le
but d'obtenir une représentation de longueur �xe basée sur un nombre �xe
d'états latents. De plus, pour pouvoir estimer la structure temporelle de taille
variable d'une action, cela nécessite une distribution de probabilité plus com-
plexe qu'un histogramme de distances entre actoms comme utilisé dans ASM.
Une extension directe de notre approche consisterait à utiliser à la place deux
distributions temporelles : une pour le nombre de parties temporelles, et une
autre distribution conditionnelle sur la position des actoms sachant le nombre
d'actoms. Cependant, cela suppose de fortes hypothèses d'indépendance qui
ne seraient pas nécessairement véri�ées en pratique. Idéalement, il faudrait es-
timer conjointement à la fois le contenu, le nombre et la position des actoms,
au lieu de le faire indépendemment. Ceci est particulièrement important pour
la localisation simultanée de plusieurs actions dans une même vidéo.

Apprentissage faiblement supervisé. Nous avons démontré que des
modèles d'action peuvent être nettement améliorés en apprenant à partir d'une
décomposition signi�cative étiquetée manuellement, au lieu d'une simple fe-
nêtre temporelle. Cette supervision a cependant un coût qui doit être minimisé
dans le but de passer à l'échelle avec un grand nombre de catégories. En plus
des approches d'apprentissage semi-supervisées, une direction prometteuse de
recherche consiste à a�ner automatiquement les annotations inexactes (éga-
lement appelées supervision faible) venant de sources d'information bon mar-
ché ou facilement disponibles, comme des transcriptions de �lms et de séries
TV [Gaidon et al. 2009, Laptev et al. 2008]. Des résultats prometteurs ont
été obtenus dans le but d'a�ner l'étendue temporelle en utilisant des mé-
thodes discriminatives [Duchenne et al. 2009, Satkin and Hebert 2010]. Ces
approches pourraient être généralisées a�n de déduire les positions latentes
des actoms depuis des annotations temporelles approximatives obtenues au-
tomatiquement. Notons que l'approche de Duchenne et al. [2009] partage plu-
sieurs similarités avec les approches récentes de co-segmentation d'images.
Par exemple, Joulin et al. [2012a] se base sur de multiples images et leurs
étiquettes globales de catégories pour segmenter par un algorithme de parti-
tionnement discriminatif. Il semblerait donc possible de pouvoir adapter ces
algorithmes d'apprentissage faiblement supervisés (comme par exemple [Jou-
lin et al. 2012b]) a�n de trouver la structure spatio-temporelle latente des
actions à partir d'un ensemble de vidéos faiblement annotées.
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Extensions de nos modèles d'activités

Notre modèle arborescent d'activité modélise uniquement des relations
d'inclusions entre parties du mouvement. Cette approche pourrait être aug-
mentée par l'utilisation de relations supplémentaires � spatiales, temporelles
et hiérarchiques � plus complexes, comme par exemple dans [Brendel and
Todorovic 2011]. Néanmoins, la dé�nition d'une structure latente trop com-
plexe entraîne des di�cultés d'apprentissage et d'inférence et, par conséquent,
des performances sous-optimales. En e�et, la �exibilité supplémentaire au ni-
veau des variables latentes d'un tel modèle fait que l'espace de paramètres
exploré est sous-contraint et trop vaste pour permettre une exploration e�-
cace et éviter le sur-apprentissage. Surmonter ces di�cultés � par exemple en
trouvant des bonnes contraintes sur la structure à apprendre � permettrait
d'améliorer les modèles d'actions, grâce à l'apprentissage discriminatif de leurs
paramètres, tout en développant leur robustesse, grâce à la modélisation de
l'incertitude sur leur structure.

En plus de découvrir automatiquement les di�érentes parties, notre mé-
thode de décomposition pourrait être améliorée en modélisant également l'im-
portance latente de chaque partie pour une catégorie. En e�et, notre
structure arborescente sur une action est obtenue sans utiliser l'information
de son appartenance Ã une catégorie. De plus, tous les noeuds sont traités de
manière équivalente dans notre noyau ATEP, alors que certains sous-arbres
peuvent être sans rapport avec l'action (des mouvements à l'arrière plan par
exemple). Pour l'instant, ces sous-arbres super�us sont considérés comme du
bruit auquel notre noyau est robuste dû à son e�et de moyenne. Notre méthode
pourrait être améliorée par une approche plus explicite, en apprenant l'impor-
tance des sous-arbres, pour chaque catégorie, à partir de leur contenu, de leur
structure et de leur position dans le dendogramme. Des facteurs d'importance
d'un noeud peuvent en e�et être directement intégrés dans notre noyau ATEP
comme de simples poids multiplicatifs dans les comparaisons entre arêtes. Ces
poids pourraient être appris en considérant l'importance de chaque noeud
comme une variable latente et en utilisant des méchanismes d'inférence adé-
quats. Comme mentionné précédemment, la segmentation conjointe d'actions
(d'une même catégorie ou de toutes les catégories à la fois) pourrait être uti-
lisée pour tirer pro�t des étiquettes de catégorie, a�n d'obtenir de meilleures
décompositions d'activités. Notons qu'une telle pondération basée sur les par-
ties pourrait également être applicable aux actoms puisque certaines parties
temporelles sont plus importantes que d'autres a priori.

En�n, une autre extension consiste à adapter notre méthode pour per-
mettre la localisation spatio-temporelle au sein des BOF-Trees. En
l'état actuel, notre approche est spéci�quement conçue pour des vidéos se
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concentrant sur une seule activité. Lorsque la vidéo est seulement temporel-
lement segmentée et contient plusieurs activités concurrentes, nous pouvons
adapter notre méthode pour se restreindre à des sous-parties de la vidéo en
mettant en correspondance des sous-arbres, au lieu de comparer la totalité de
notre représentation hierarchique. En complément des algorithmes existants
et e�caces d'appariement de sous-arbres, (cf. [Valiente 2002]), nous pourrions
également adopter une approche d'appariement gloutonne �coarse-to-�ne� a�n
d'accélérer les calculs. En s'appuyant sur la propriété d'additivité des BOF-
trees, nous pouvons en e�et approcher un sous-arbre par une de ses arêtes
supérieures (père, �ls), comme dans notre noyau ATEP. C'est pourquoi nous
pourrions seulement appairer les arêtes des BOF-trees, et parcourir l'arbre de
haut en bas de manière analogue à une stratégie par séparation et évaluation.

Appliquer notre méthode à des vidéos de longue durée comme celles étu-
diées/considérées par nos modèles ASM requiert une approche di�érente. En
e�et, la construction descendante de notre modèle arborescent suppose que
toutes les tracklets soient disponibles simultanément. Par conséquent, notre
algorithme de segmentation doit être précédé d'une phase de segmentation
temporelle à la volée � par exemple en utilisant un détecteur de changement
de plan pour des vidéos éditées telles que les �lms, ou plus généralement un al-
gorithme de détection de point de changement comme [Harchaoui et al. 2009]
� a�n de dégager d'abord les racines des arbres à construire.

Extensions du modè par séries temporelles

Combinaison de DACO et de ASM. Nos résultats suggèrent que notre
noyau DACO est particulièrement adapté aux actions courtes, et améliore la
performance des noyaux par agrégation. Il semblerait donc possible d'amé-
liorer les comparaisons entre actoms réalisées dans ASM en calculant non
seulement la similarité entre le contenu des actoms, mais aussi en comparant
leur dynamique avec DACO. En e�et, la faible durée des actoms signi�e qu'ils
peuvent être considérés comme des séries temporelles quasi-stationnaires. De
plus, les poids des images dérivés des modèles d'actom peuvent être direc-
tement intégrés dans DACO en les appliquant aux projections des BOFs de
chaque image dans le RKHS associé au noyau entre images.

Version courte durée de DACO. Comme semblent le montrer nos ré-
sultats sur la base de données Youtube, la principale limitation de notre noyau
DACO provient de son hypothèse de stationnarité, qui est souvent fausse dans
le cas d'actions longues et complexes. C'est pourquoi une extension naturelle
de notre approche consiste à calculer une version courte durée de DACO, par
exemple en convoluant successivement les images avec une fenêtre temporelle
Gaussienne de courte durée. Les séries temporelles de courte durée peuvent
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en e�et être consiérées comme quasi-stationnaires, puisqu'il y a tout simple-
ment moins d'observations pour remarquer un changement signi�catif dans la
distribution d'images. Cette approche pose cependant le problème suivant :
la dynamique des séries est modélisée par une séquence d'opérateurs d'auto-
corrélation locaux au lieu d'un seul global. Par conséquent, un autre noyau
doit être utilisé a�n de combiner les comparaisons locales de fenêtres obtenues
avec DACO. Notons que l'application de cette idée au calcul d'une version fe-
nêtrée du noyau d'auto-régression donne une représentation intéressante du
signal vidéo, qui partage des similarités avec les codes linéaires prédictifs, très
utilisés en traitement de signaux sonores et de la parole en particulier.

Analyse de séries temporelles d'actions. La plupart des outils construits
pour analyser des séries temporelles sont conçus pour des données univariées,
comme des signaux sonores ou l'évolution de prix sur un marché �nancier.
Cependant, les vidéos reposent sur des représentations en haute dimension.
C'est pourquoi l'analyse de leurs propriétés temporelles � comme la périodi-
cité � nécessite des techniques di�érentes, adaptées à ces signaux complexes
et multivariés. Par exemple, Cutler and Davis [2000] � plus d'une décennie
avant nous � utilisa des techniques d'analyse temps-fréquence sur des auto-
similarités temporelles a�n de détecter des mouvements périodiques. Nous
avons montré que l'opérateur d'auto-corrélation dans un RKHS d'image est
un objet mathématique qui peut être utilisé pour étudier les propriétés tem-
porelles des actions. Nous pensons que ce cadre formel, bien qu'embryonnaire,
peut ouvrir la voie à une analyse plus sophistiquée des actions, en généralisant
le grand nombre d'outils qui existent déjà pour des séries univariées, comme
la �nance ou le traitement de la parole et du son. Nous pourrions par exemple
étendre la notion de corrélogramme et construire un �corrélogramme d'action�
en utilisant la norme de Hilbert-Schmidt de l'opérateur d'auto-corrélation, a�n
de mesurer le caractère aléatoire d'une action, pour la détection de compor-
tements anormaux notamment.
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